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Przyktad

n Czy mozna przewidziecC relacje pomiedzy wielkoscig ksigzki i jej
ciezarem w zaleznosci jaka jest oktadka (twarda czy miekka?)

- Na ogot ksigzki w papierowych oktadkach sg Izejsze

weight (g) volume (cm m

800 885 hb

950 1016 hb

050 |  1i25 = [k

350 | 239 hb

750 701 hb

600 | 64l . hb

1075 1228 | hb

Z’V 250 412 pb

Z/ 700 | 953 . pb
650 | 929 . pb

975 1492 | pb

350 419 . pb

w 950 010 | pb
425 . 595 . pb
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Przyktad

Czy mozna przewidziec relacje pomiedzy wielkoscig ksigzki i jej
ciezarem w zaleznosci jaka jest oktadka (twarda czy miekka) ?

Na ogot ksigzki w papierowych oktadkach sg Izejsze.

1000 - * hardcover
paperback

800 *

600 *

weight (g)

400

T T T T | |
200 400 600 800 1000 1200 1400

volume (cm®)
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Przyktad

I I ——

# load data
> library(DAAG)
> data(allbacks)

# fit model
> book mlr = lm(weight ~ volume + cover, data = allbacks)
> summary(book mlr)
Coefficients:

Estimate Std. Error t value Pr(>|t])
(Intercept) 197.96284 59.19274 3.344 0.005841 **
volume 0.71795 0.06153 11.669 6.6e-08 ***
cover:pb -184.04727 40.49420 -4.545 0.000672 ***

Residual standard error: 78.2 on 12 degrees of freedom
Multiple R-squared: 0.9275, Adjusted R-squared: 0.9154
F-statistic: 76.73 on 2 and 12 DF, p-value: 1.455e-07
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Przyktad

6y
Estimate Std. Error t value Pr(>|t)

(Intercept) 197.96 59.19 3.34 0.01
volume 0.72 0.06  11.67 0.00
cover:pb -184.05 40.49 -4.55 0.00

weight = 197.96 + 0.72 volume — 184.05 cover : pb

- Dla twardej oktadki: cover =0

w/e{g/7> = 192.9¢ + O-F2 volume - 154.05 X O
= 192.9¢6 + O0.72 volure

- Dla miekkiej oktadki

@ = 19F.96 + O.F2 vVolure — 154.05 X |
= 13.91 + O.22 volire
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Przyktad

Interpretacja parametrow: wspotczynniki dla zmiennej ,cover” i ,volume”
dla zwiekszenia objetosci o 1cm2 waga wzrosnie o 0.72g;
Srednio w oktadce papierowej ksigzka Izejsza o 184.5g

Przewidywania w oparciu o model: ile bedzie wazy¢ ksigzka o objetosci
600cm?

1000 — * hardcover \f\\‘\(\
paperback a0

| | | | | | |
200 400 600 800 1000 1200 1400

volume (cm?)

Prof. dr hab. Elzbieta Richter-Was 20/11/2014



Przykiad

Model zaktada ten sam wspotczynnik dla
zmiennej ,volume” niezaleznie od rodzaju

okfadki

Jezeli zatozenie nie jest realistyczne nalezy
wprowadziC¢ dodatkowy parametr.
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Scatter & Correlation plot
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Przyktad

e

# load data
> states = read.csv("http://bit.ly/dasi states")

# fit model
> pov_slr = Ilm(poverty ~ female house, data = states)
> summary(pov slr)

Coefficients:

Estimate Std. Error t value Pr(>|t])
(Intercept) 3.3094 1.8970 1.745 0.0873 .
female house  0.6911 0.1599  4.322 7.53e-05 #**

Residual standard error: 2.664 on 49 degrees of freedom
Multiple R-squared: 0.276, Adjusted R-squared: 0.2613
F-statistic: 18.68 on 1 and 49 DF, p-value: 7.534e-05
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Przewidywania w oparciu o model

e

o Przewidywanie % 18-
ubdstwa z wzgledu na 15,
% rodzin g1
utrzymywanych przez ;-:2 g <
kobiety £ st R=053
ol e " R2=0.28

8 10 12 14 16 18
% female householder

Linear model: Estimate Std. Error t value Pr(>\t)

(Intercept) 3.31 1.90 1.74 0.09
female house 0.69 .16 4.32 .00
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Analiza wariancj
224

ANOVA: Df Sum Sq Mean Sq F value Pr(>F)
female_house 1  132.57 132.57 18.68 0.00
Residuals 49  347.68 7.10
Total 50  480.25

R2_ explained variability — 132.57 _ 098

total variability ~ 480.25
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Dodajemy jest %biatych

e

> pov_mlr = lm(poverty ~ female house + white, data = states)
> summary (pov_mlr)

Estimate Std. Error t value Pr(>|[t|)

(Intercept) -2.58 5.78 -0.45 0.66
female_house 0.89 0.24 3.67 0.00
white 0.04 0.04 1.08 0.29

> anova(pov_mlr)

Df Sum Sq Mean Sq F value Pr(>F)

female_house il 132.57 132.57 18.74 0.00 132.57 8.21

white 1 8.21 8.21 1.16 0.29 RZ2 = e = (.29
Residuals 48  339.47 7.07 480.25

Total 50  480.25

SSE n—1 k: ber of
. N 2 4 > number o
adjusted R%: Radj 1 (SST X n—k— 1) predictors
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Skalowane R?
I e

SSE n—1 k : ber of
. N 2 4 : humber o
adjusted R% Radj 1 (SST X n—k— 1) predictors

Df Sum Sq Mean Sq F value Pr(>F)
female house 1  132.57 132.57 18.74 0.00

white 1 8.21 8.21 1.16 0.29
Residuals 48  339.47 7.07
Total 50  480.25
@ o 556 v 2 = > : 5 |
% i : —
Y T h ke n
___I__(339.47X sl - | >=0_26
Yx0.2 5l — 2 — |
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R2 vs skalowane R?

- Jezeli dodajemy nowg zmienna to R? wzrasta

- Ale jezeli zmienna nie wprowadza nowej
informac;ji to skalowane R? sie nie zmienia

0.28 0.26

0.29 0.26
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Wiasnosci skalowanego R?

SSE n—1
2 — —_—
Hagj = 1 (SSTXn—k—l)

k jest zawsze dodatnie: skalowane R? <R

Skalowane R? uwzglednia czynnik ,karzacy”
za dodawanie nowego parametru

Wybieramy zawsze model o najwiekszej
wartosci skalowanego R?
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Korelacja 1 minimalny model

Dwie zmienne x1, x2 nazywamy kolinearnymi
jezeli sg ze sobg skorelowane

Zasada jest ze powinnismy tego unikac
Jezeli jest taka sytuacja, to wymaga specjalnego
traktowania przy budowaniu modelu
Staramy sie budowac¢ model z uzyciem
minimalnej ilosci zmiennych x (predyktorow)
Wprowadzenie kolinearnych predyktorow moze
prowadzi¢ do biasowania rozwiazania
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Zmienne kolinearne
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Testy poznawcze wsrod dzieci

‘Cognitive tests scoresz

65 yes 121.12 yes 27
98 no 107.90 no 18
70 yes 21.25 yes 25
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Petny model

e

# load data
> cognitive = read.csv(“http://bit.ly/dasi cognitive")

# full model
> cog full = 1lm(kid score ~ mom hs + mom ig + mom work + mom age, data = cognitive)
> summary (cog full)
Coefficients:
Estimate Std. Error t value Pr(>|t|)

(Intercept) 19.59241 9.21906 2.125 0.0341 =
mom_ hs:yes 5.09482 2.31450 2.201 0.0282 =*
mom_1ig 0.56147 0.06064 9.259 <2e=16 ***
mom_work:yes 2.53718 2.35067 1.079 0.2810
mom_age 0.21802 0.33074 0.659 0.5101

Residual standard error: 18.14 on 429 degrees of freedom
Multiple R-squared: 0.2171, Adjusted R-squared: 0.2098
F-statistic: 29.74 on 4 and 429 DF, p-value: < 2.2e-16
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Whnioskowanie na podstawie
modelu

HoBi =B =...=B=0

Ha: At least one B is different than O

F-statistic: 29.74 on 4 and 429 DF, p-value: < 2.2e-16

Poniewaz p-wartos¢ < 0.05 model jest znaczacy
F-statystyka: jezeli wynik znaczgcy to wskazuje ze
choc jeden parameter (3 jest niezerowy
F-statystyka: jezeli wynik nie znaczgcy to wskazuje to
niekoniecznie znaczy ze zmienne X nie sg dobrymi

predykatorami dla y, to tylko znaczy ze model nie jest
dobry
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Testowanie hipotezy

Czy wyksztatcenie matki ma wptyw na wynik
testow dzieci? Tak jest znaczgcg zmienng

o:B1 =0,
A:BI =F=0)

Estimate Std. Error t value Pr(>|t])

(Intercept) 19.59241 9.21906 2.125 0.0341
mom hs:yes 5.09482 2.31450 2.201 0.0282
mom ig 0.56147 0.06064 9.259 <Ze-16
mom work:yes 2.53718 2.35067 1.079 0.2810
mom age 0.21802 0.33074 0.659 0.5101
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t-zmienna | p-wartosc dla wspotczynnika

przy mom_hs
I

t-statistic _ b1 — 0
for the slope: I'= F af =n—Fk-1
pe: S by
Estimate Std. Error t value Pr(>|t]) 5.095030
(Intercept) 19.59241 9.21906 2:125 0.0341 T='
mom hs:yes 5.09482 2.31450 2.201 0.0282 2.3l
mom ig 0.56147 0.06064 9.259 <2e-16 M
mom work:yes 2.53718 2.35067 1..079 0.2810 2.20I
mom_age 0.21802 0.33074 0...659 0.5101 0/1[’._: 7 = 'é =t
Residual standard error: 18.14 on 429 degrees of freedom = 434 — 4 — |

> pt(2.201,df = 429, lower.tail = FALSE) * 2
[1] 0.0282
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95% przedziat ufnosci dla wspotczynnika

przy zmiennej = mom_work
oy -

Estimate Std. Error t value Pr(>|t])

(Intercept) 19.59241 9.21906 2..125 0.0341
mom hs:yes 5.09482 2.31450 2.201 0.0282
mom ig 0.56147 0.06064 9:259 <2e-16
mom work:yes 2.53718 235067 1.079 0.2810
mom age 0.21802 0.33074 0.659 0:5101

Residual standard error: 18.14 on 429 degrees of freedom

> qt(0.025, df = 429)
dE = 434 — 4 — | = 429 [i] ~1.8%

z(*qzq = 1L.9F
2eg+ 192 X235 2 ( =2.09 , F.12)

e are 952 cornfFiderd thad, o// e/se ée/ng e?aa/ , ZAe=
mrode/ predictds ChE childrer cofhrose srorrs coorkKed deering
Che First ChAree vears of Cherr /ives Score 2.09 pointds
locwer o Z.07 pornls Aiglrer Charn ChoSe whosSe rrorrs did

rot coork.
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Budowanie modelu

Backward selekcja: rozpocznij z petnego
modelu (uwzgledniajgc wszystkie zmienne),
redukuj po jednej zmiennej do osiggniecia
minimalnego modelu

Forward selekcja: rozpocznij od pustego
modelu, dodawaj po jednej zmiennej do
osiggniecia minimalnego modelu
Kryteria:

p-wartos¢, skalowane R?

AlIC, BIC, DIC, Bayes factor, itd..
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Backward eliminacja: skalowane R?

Wystartuj z petnego modelu

Opuszczaj jedng zmienng na raz, oblicz
skalowane R?

Wybierz model przy ktérym najwieksze
zwiekszenie skalowanego R?

Powtarzaj dopoki skalowane R? przestaje
rosngc
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Backward eliminacja: skalowane R?

removed = adjusted R

kid score ~ mom hs + mom ig + mom work + mom age 0.2098
kid score ~ mom iq + mom work + mom age [-mom_hs] 0.2027
kid score ~ mom hs + mom work + mom age [-mom iq] 0.0541
kid score ~ mom hs + mom iq + mom age [-mom work] — (0.209
kid score ~ mom hs + mom iq + mom work [-mom_age] 02109
kid score ~ mom ig + mom work [-mom_hs] 0.2024
kid score ~ mom hs + mom work [-mom iq] 0.0546
kid score ~ mom hs + mom iq [-mom work] — 02[05
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Backward eliminacja: p-wartosc

Wystartuj z pethnego modelu
Opuszczaj zmienng 0 hajwyzszej p-wartosci

Powtarzaj dopoki wszystkie zmienne s3g
znaczgce
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Backward eliminacja: p-wartosc

e

FuLL Estimate Std. Error t value Pr(>|t|)
(Intercept) 19.5924 9.2191 2.13 0.0341
mom _hs:yes 5.0948 2.3145 2.20 0.0282
mom-_iq 0.5615 0.0606 9.26 0.0000

mom _work:yes 2.5372 2.3507 1.08 0.2810

/o T L -

STEP | Estimate Std. Error t value Pr(>|t|)
(Intercept) 24.1794 6.0432 4.00 0.0001
mom_hs:yes 5.3823 2.2716 2.37 0.0183
mom_iq 0.5628 0.0606 9.29 0.0000
STEP 2 Estimate Std. Error t value Pr{(>|[t])
(Intercept) 25.7315 5.8752 4.38 G.0000
mom_hsyes 5.9501 2.2118 2.69 0.0074
mom-_iq 0.5639 0.0606 9.31 0.0000
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Skalowane R? vs p-wartosé

p-wartosc: znaczacy parametr
Zalezy od zatozonego poziomu ufnosci np. 5%
Ro6zne modele dla roznych poziomow ufnosci
Chetnie uzywane poniewaz na ogot wymaga
mniej iteracji

skalowane RZ?: bardziej wiarygodny parametr
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Forward selekcja: skalowane R?

Wystartuj z jedna zmienng y dla kazdego x
Wybierz model o najwyzszym R?

Dodawaj po jednej zmiennej, za kazdym
razem wybierajgc konfiguracje z najwiekszym
skalowanym R?

Powtarzaj dopoki skalowane R?rosnie
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Forward selekcja: skalowane R?
224

J

step variables included adjusted R
kid score ~ mom hs 0.0539
kid score ~ mom work 0.0097
kid score ~ mom age 0.0062
kid score ~ mom iq 0.1991
kid score ~ mom iq + mom work 0.2024
kid score ~ mom iq + mom age 0.1999
kid score ~ mom iq + mom hs 0.2105
kid score ~ mom iq + mom hs + mom age 0.2095
kid score ~ mom ig + mom hs + mom work 02109
kid score ~ mom hs + mom iq + mom work + mom age 0.2098
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Forward selekcja: p-wartosc

Wystartuj z jedna zmienna y dla kazdego x
Wybierz model o najmniejsze| p-wartosci

Dodawaj po jednej zmiennej, za kazdym
razem wybierajgc konfiguracje z najmniejsze]
p-wartosci

Powtarzaj dopoki p-wartosc¢ nie bedzie sie juz
zmniejszac
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Koncowy model
N I ——

> cog final = lm(kid score ~ mom hs + mom ig + mom work, data = cognitive)
> summary(cog final)

Coefficients:

Estimate Std. Error t value Pr(>|t|)
(Intercept) 24.17944 6.04319 4.001 7.42e-05 **x*
mom_hsyes 5.38225 2.27156 2.369 0.0183 *
mom_iq 0.56278 0.06057 9.291 < 2e-16 **x*
mom workyes 2.56640 2.34871 1.093 0.2751

Residual standard error: 18.13 on 430 degrees of freedom
Multiple R-squared: 0.2163, Adjusted R-squared: 0.2109
F-statistic: 39.57 on 3 and 430 DF, p-value: < 2.2e-16
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Diagnostyka modelu

Liniowy zwigzek pomiedzy x i y
Prawie normalny rozktad residuals wokot zera
Stata zmiennosc dla residuals

Niezaleznosc od okresu zbierania danych dla
residuals
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Liniowy zwigzek pomiedzy x I y

> cog final

Im(kid score ~ mom hs +
> plot(cog final$residuals ~ cognitive$m

+ mom work, data
| iq)

cognitive)

Residuals vs. mom_iq
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Prawie normalny rozktad residuals
T I —

> hist(cog final$residuals)
> ggnorm(cog final$residuals)
> ggline(cog final$residuals)

Histogram of residuals Normal probability plot of residuals
8- ¢
8 - 8 -
oy =
e <
S @ 3 o-
b o
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T
n
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cog_final$residuals Theoretical Quantiles
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Staty rozrzut residuals

=e ...

> plot(cog final$residuals ~ cog final$fitted)
> plot(abs(cog final$residuals) ~ cog final$fitted)

Residuals vs. fitted
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abs(cog_final$residuals)

Absolute value of residuals vs. fitted
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NiezaleznosS¢ residuals

=e ...

> plot(cog final$residuals)

Residuals vs. mom_iq
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